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摘要 

在计算机视觉和模式识别问题中

孤立点是普遍存在的。因此，在实际收

集的数据中自动消除孤立点变得越来

越重要，在因特网启发性视觉应用中更

是如此。本文提出一种新的学习方法，

它不仅对于受污染的输入数据是健壮

的，而且可以自动的发现一组数据中的

孤立点。与之前的一类基于标签的监督

学习方式不同，我们的方法是完全无监

督的。设计中，我们优化了一个基于内

核的最优目标值，通过它可以学出一个

对于正常值和孤立点和分类器和软标

签。一个交替优化算法可以在之后迭代

的改进分类器和标签，从而可以在较少

的迭代过程中实现收敛。在对于有人工

添加和实际存在的孤立点的图像的研

究表明，我们的方法在去除孤立点上比

现阶段的所有方法效果都好，鲁棒性更

高，孤立点的去除率达到 60%。 

 

1.介绍 

最近许多研究利用从网络上获得的图

像作为构建学习模型的训练数据，其

中包括：学习对象的类别[8]、查询相

关的视觉分类器[12]、自适应查询的

图形分级[18]、语义的特定查询[28]

等等。在一个典型的网络图像驱动的

应用程序中，人们可以通过谷歌、必

应搜索引擎或是像网络相册之类的图

像分享网站抓取对于图像的文本查询

（例如，对象名称或是语义概念），之

后对目标物体，概念的图像集合建立

模型。然而这样抓取的图像通常是带

噪的，并会影响到模型学习。因此，

修剪图像，也就是删除孤立点是很必

要的。 

对于孤立点去除和检测的现有的

方法中，对于正常值形成一个标准，

并且定义不符合这个标准的样本为孤

立点[6,10,24,26]，或基于异常的统

计或几何措施显式的隔离孤立点

[7,13,17]。调查中可以发现很多方法

[32]。值得注意的是许多方法都默认

孤立点“数量少，且与正常值不同

的”的假设，所以当孤立点的比率达

到 50%的时候可能导致性能的下降。 

为了更好的缓解这个问题，我们

提出了一个新的方法，它可以从受污

染的数据中自动的去除孤立点，以便

于剩余的样本集中于一个或多个区

域。我们的方法不同于以往，我们通

过平等的处理正常值和孤立点来解决

明显的孤立值，之后通过分类器的学

习和孤立点检测规划一个简洁的学习

模型用于统一特征描述。 

由于联系紧密，我们的方法成为

了一类学习范例[24,26]，但在输入数

据的结构上是不同的。学习或是分类

是从其他所有的可能对象中区分出目

标数据对象。这样的一个学习问题由

于消极样例的缺乏与传统监督学习方

法比起来显得更加困难。由于数据获

取的困难性和昂贵的人工标注，消极

样例往往是不充分的。所以学习方法

更受欢迎，其在图像恢复[5]、文献分
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类[20]、网页分类[31]和数据流挖掘

[16]等领域得到了广泛应用。 

尽管如此，目前的一类学习方法

例如，典型的一类支持向量机[24]，

尽管它可以容纳一定数量的孤立点，

但他并没有明确处理不确定的输入数

据。另一个著名的方法支持向量数据
描述[26]发现当把孤立点样本整合到

学习方法中将提高分类器分类精度。

然而，通常情况下在学习任务中我们

并不知道孤立点。假如没有特定的输

入配置，也没有事先的标注，我们的

方法也处理这种不确定的数据混合问

题。假设我们的方法处理不确定的数

据混合，没有特殊的输入配置，那里

既没有正确标本，也没有提前标记离

群值。 

我们的方法带来了新的从学习的

角度来调查异常检测问题。其核心思

想是定制的无监督学习机制，以应对

输入数据的不确定性。其中不确定的

离群值通过自导标记过程逐渐发现，

然后从值得信赖的正确标本分离，培

养了一大边缘单类分类。在此过程中，

我们的方法不仅能有效地去除离群

值，也可产生任何断言为“积极”样

本的置信值。 

因此，所推荐的单类学习方法可

以很容易地应用到两个新兴的互联网

视觉应用：网络图片标签去噪[19]和

网络图片搜索重新排名[12 ， 18] 。

对于标签去噪,确定的异常图像不应

该采取相应的标记;对于再排序，整个

图像根据我们的方法生产的置信度重

新排名。由三大公共图像数据库进行

的大量的实验，由我们自己人工和现

实世界的离群收集新的 Web 图像数据

库都证明了我们的方法的显著的性能

提升，先进的异常值去除技术以及单

类学习方法。 

2.相关工作 

在进行异常检测和去除之前，我

们做了大量的相关工作，调查了包括

计算机视觉以及数据挖掘在内的很多

领域。 

第一类方法从几何学的视角，利

用样本重建来进行异常检测。特别的

是，我们可以使用由 PCA 获取的主子

空间重构样本，包括 Kernel PCA, 

Robust PCA [4, 14, 29], 还有 

Robust Kernel PCA [22, 29]，或者

总结整个数据集的代表。因此异常值

被确定为高残留重建样品。方法的这

种风格依然遵循有关离群基本的“数

和而不同”的假设。 

第二类方法将异常值检测问题作

为概率建模过程对待，导出了基于概

率密度函数的离群度度量。这样，低

概率的样品值被确定为异常值。遵从

这一原则，我们探讨了巨大概率密度

估计方案，包括参数估计和非参数估

计，例如核密度估计（KDE）（即经典

的罗森布拉特窗口方法[23]），以及更

近的强劲内核密度估计（RKDE）。 

第三类方法通过学习一个紧凑的

数据模型来描述正常对象，使得尽可

能多的正常样品内部封闭，而不是探

究异常值的特质。两种常用模型有超

平面和超球面。前者是由单类支持向

量机(OC-SVMs)[24]提出的，而后者由

支持向量数据描述 (SVDD)[26]所倡

导。已被证明，OC-SVMs 和 SVDD 在采

用固态内核（k(x,x)是静态不变的）

时是相同的。虽然已经展示出优点，

他们都需要一个由已知正常实例组成

的正确的的实验集，标以“正确” ，

学习超平面和超球面模型。如果实验

集被损坏与相当大的比例（例如，

50％），OC-SVMs 和 SVDD 的表现都极

有可能恶化，因为他们没有明确地处

理过程模型的训练异常值。 

让我们用一个玩具的例子来说明

OC-SVMs 和 SVDD 的异常问题。图 1(a)

显示了 2D 玩具数据集合，其中的异常

值来源于均匀分布的随机噪声和地面

实况积极（即，常规）样品位于中心

的大和密集群内。需要注意的是离群
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值比例高达 50 ％。采取这种损坏的

数据组作为训练集，OC -SVM 被偏置

到正常的点的边界附近的离群，并与

判断阳性样品 RKD Einprecision 媲

美，如图 1(b)(c)所示。需要注意的

是，我们使用的是高斯核所以 OC- SVM

和 SVDD 输出相同的结果。相比之下，

我们提出的无监督单类学习（ UOCL ）

的方法（见图 1 （ d））通过在高离

群水平显示出较强的健壮性达到最高

的精度。 

在机器学习，存在着与在本文中

讨论的不确定性学习范式的一些方

法，包括监督二进制类的学习与标签

不确定性[ 3,30 ]，半监督单类的学

习与积极的和未标记的例子[15 ， 

21 ] ，正态分布类的无监督学习[ 1 ]

等等。这些都不在本文讨论范围内。 

3．半监督单分类学习 

在这一部分中，我们通过提出一

个可靠的无监督学习模式自动从损坏

的训练数据集抹去异常值来解决目前

单类学习问题。所提出的模型是建立

在两个直观假设： 1）异常值从低密

度样品起源，和 2）相邻的样品趋于

具有一致分类。我们把这种方法称为

无监督单类学习（ UOCL ），并设计了

可证明收敛的算法来解决它。 

3.1.学习模型 

给定一个没有标签的数据集 

 

我们希望得到一个与

OC-SVMS 相似的分类函数。 

通过借助一个核

心函数 

 

其中包括再生希尔伯特空间（RKHS）      

，这个代表定理[25]用下边的式子

描述分类函数： 

 

 

 

其中αi 是由得到的膨胀系数。下

面我们介绍一个对于输入数据X的软

标签分配

 

其中将 作为积极样本的权值

而 作为孤立点的权值。用

作为 的向量

表示。软标签的使用帮助我们处理孤

立点比率较高的情况，并把处理结果

作为后验。 

我通过建立 UOCL 模型求得目标对

象的最小化：

图 1. 在孤立点比率为 50%的 2 维玩具数据集上的去除结果 
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其中 是控制模型的权值参

数。需要注意的是，我们利用对 n+的

约束 0 < n+ < n 舍弃两个极端的情况：

一个积极样本没有、全是积极样本。

我们设计权值 使得 成

为常量，这样做的目的是为了避免

的变化对式(2)

的最优化产生影响。例如：

 

就满足要求。 

有必要指出，当式(2)使用不确定的参

数 作为软标签的时候将会导致

结果发散。举例来说，当使用

作为软标签的时候，

总会使得 。 

由于在学习之前既没有积极研数

据也没有孤立点标注，所以 UOCL 是一

个完全的无监督学习方法，它使用平

方差 ，而不是监督或半

监督的学习方法中所使用的连接差。 

式(2)中的术语 是一个多

维的正则矩阵，我们通过使用邻接图

G来定义这个概念，其中邻接图中的

矩阵由下式定义：

 

其中 是 中的距离度量。集合

包含 中与 最接近的

k个邻接的索引。之后，我们定义了

一个对角矩阵 D,对角元素为

，并且计算图的拉

普拉斯算子矩阵  

之后我们可以写出如下的调整： 

 

 

 

其中，向量  

是式 1规定的函数 在数据集 上的

实现。为了符号的简洁性，我们定义

系数矢量 、 

内核矩阵 、 

矢量内核映射

，那

么目标分类函数就可以表示成为

 

     问题(2)中的表示

在判断积极样本中有很大作用。由于

缺乏准确的标签，我们考虑平均收益，

而不是像SVMs和OC-SVNs一样只考虑

单一收益。在积极样本上使用收益最

大化策略，可以抑制由孤立点产生的

偏差，从而使得大多数积极样本能够

远离判定边界 ，提高判定的

正确性。同时，为了避免无限优化，

我们可以通过稳定 进一步的约
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束范围 。因此有， 

 

     通过合并式(4)，并且忽略常数项

的情况下，我们重写问题(2)。

 

图2. UOLC的收敛性测试。 

在第t次迭代时，目标函数值趋近于

。（a）

UIUC-Scene的”MITcoast”类（360

个样本），其中30%的异常值；（b）

Caltech-101的“Faces”类（435个样

本），其中30%异常值。 

 

上式中， 代表向量a中积极因素

的个数，新的标签分配矢量 与y取 

相同的标志 。而问题（5）的目标函

数Q是凸的，该可行解集合是不是一个

凸集，使得问题（5）成为一个组合优

化问题。为了突出推荐式UOCL模式的

独特性，我们指出用Eq（5）公式表示

的UOCL可以工作在一个自导机制下。

制造更大的利润和相邻点光滑的单类

分类法f。以及可以直接找出正常值和

异常的软标签分配 （相当于y）。与

以往的去除异常值和单类学习方法不

同，我们的UOCL模型并不过分强调阳

性样本或异常值。取而代之的是，它

把正常和异常公平对待，使他们互相

竞争，通过优化标签分配 与软标签

（ C + ， C-） 。 

3.2算法 

实现UOCL模型的问题（5）并不值得去

解决，因为它是一个涉及连续变量α

和离散变量  的混合程序。在这里，

我们设计了交替优化算法与其中蕴藏

着的理论基础融合并取得了良好的解

决方案。 

首先，我们考虑了在 一定时问

题5的α-子问题： 

 
它属于具有约束的特征值问题，我们

已在[9]中得到很好的研究。受已固定

的 值得约束，这一子问题的最小α

值为：

 

其中 λ *是矩阵的最小实值特征值

 

接下来，我们处理了当α固定时，关

于 的子问题，如下： 

 

此离散优化问题似乎令人生畏，但确

实可以在O(n log n)的时间内完成。

下面的定理 

针对整数m给定的一个简单的情况下，
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定理1. 

给定一个整数m（m ∈ [1, n − 1]），

一个向量f（f ∈ R），该问题的一个

最优解为： 

 

 

满足 >0当且仅当fi是m最大值之一。

证明： 

我们用反证法来证明这个定理。假设

有这样一个最优解 ，于是，我们定

义她的正支持集合

（|C|=m），C的补集为

。如果我们的结

论不成立，那么存在一个i（i ∈ C）、

j（j ∈ C）。现在我们来构造另外一

个可行解 ，它与另外一个新的正支

持集合相对应

，那么有： 

 

这说明， 比 得到的目标值更大，

因此 不是最优解。通过矛盾我们得

出结论：该定理成立。定理1表明问题

9的一个最优解，可以简单地通过递减

排序f ，然后在第m个已排序的元素之

前切断即可。 

-------------------------------- 

算法 1 UOCL 

-------------------------------- 

输入：拉普拉斯矩阵K,L∈ Rn×n模型

参数γ1, γ2 > 0,以及软标签c+ > 0, 

c−< 0。 

初始化： 

 
重复： 

，λt := 的最

小特征值 

 
直至收敛。 

输出： 

一级分类 以及基

于训练集的软标签管理 。 

-------------------------------- 

还包括 而之后 。我们

将这个最优解记为 。应注

意，如果一些相同的元素出现在向量f

中，可能会出现多个不同的 值产生

相同的目标值。随后，我们回到原来

的 子问题8，其最优解是由下式求

得： 

 
其中， 
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值得一提的是，如果在确定最佳

时出现平局，我们总是选择为

其中最大的整数作为m的，以尽可能多

地包含inliers，即可能正确的样本

值。 

到目前为止，我们已经解决了由

难以直接解决的问题5派生出的两个

子问题（6）和（8）。因此，我们可以

制定一个交替优化算法来为问题（5）

找到一个很好的解决方案。 

通过借助方程（7）（9）（10），在

算法一中，我们描述了这种优化算法，

称其为UOCL ，并在定理2证明了其收

敛。通过收敛标签分配 ，确定阳性

标本或异常值只需通过检查

即可。 

定理2. 该最优算法值在α与 之间

收敛。 

证明：由交替优化策略，对任意t，有

，

由此，我们可以得出： 

 

 

 

由于 Q从下面界的非增序列

{ 必收敛于

 

 

备注： 

i) UOCL 算法本质上使用核密度估计

函数作为 的开

始，以启动它的生成。这意味着该孤

立点最初寻求那些低密度样品，后来

逐渐从连贯的高密度区域分离，从而

对于积极样本有了更大把握。 

ii) 目标分类器在迭代和自我引导中

训练，每次迭代 t中，它减少噪声的

标签分配 ，并通过对拉普拉斯图的

正规化和平均收益的最大化产生平稳

输出 。一个完善

的标签可以通过量化 并在下次

迭代中提供 f得到。当收敛时，在 f

和 中的积极数据的位置将会在输入

数据集中产生一个连贯高密度子集。 

iii) UOCL 算法的时间复杂度是

。事实上，UOCL 算法会在几次

迭代过程中迅速收敛，这可以在式(2)

中看出，对于 UOCL 来说收敛只需要三

次迭代。 

3.3.讨论 

 既然UOCL算法可以在任何软标签

下工作，例如

 

并且 是固定的，但我们希望知

道当选择不同的 时，对

UOCL 算法将产生什么样的影响。特别

是评估三种标签
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还有 都

满足 。图 3表示在

UIUC—Scene 和 Caltech-101 数据

库上使用不用的标签通过 UOCL 算法

学习得到的分类器的平均准确性。 

图 3的结果显示

 

这两个软标签要比硬标签  

效果好，并且

效果显著

的超过了其他两个，特别是孤立点比

例较大的情况下。原因在于

结合积极

样本的数量 n+来适应标签的平衡，也

就是 ，所以积极样

本和消极样本都以同样的方式对待。

结果是自适应软标签

可以使得

UOCL 算法发现并抑制孤立点的权值。 

需要指出的是，我们在问题(2)中的学

习目标并不和 RKHS 中的正则项

有关，而这个

正则项却在许多监督半监督核心机中

出现，例如 SVNs,OC-SVMs 和

LapSVMs[2]。我们发现当把

考虑进式(2)后，基本不会影响 UOCL

算法的效果。而且，我们认为 UOCL

的主要目的不是为了获得对测试数据

的概括能力，而是要解决损坏的训练

数据并清理孤立点。 

在运行 UOCL 时，“低密度离群值的假

设”已被用作初始化，其中由内核密

度估计器中发现的低密度样品 

被初步判定为异常

值。内层数据 n+将在优化过程中改

变，直到标签分配 最终收敛。内层

数据的多种模式的配置是可以处理，

只要这些模式有类似的高密度。 

 

4.实验 

 

 我们用两个任务评估 UOCL 方法，

一是离群图像去除，一是图像重排序。 

我们使用三个公众图象数据集，

UIUC-Scene1,Caltech-1012和

INRIA[12]，同时我们整理了包含30

种数据的Google-30数据库（例如，"

手风琴"，"蝴蝶"，"小丑鱼"，"雄鹰" ，

"大象"，"壶"，"壁虎" ， "帽子" ， 

"马" ， "熊猫"等）。在UIUC-Scene

上，我们使用所有的15个类别。把单

一品类模拟异常图像比例0.1 ≤ρ≤ 

0.6作为从其他类别随机抽取的图像。

在Caltech-101中，我们选择了11类对

象每一个都包含至少100个图像，并且

还模拟异常图像的比例0.1 ≤ρ≤ 

0.6作为均匀随机采样图。在INRIA中，

我们选择200条查询每个查询产生孤

立值的比例0.136 ≤ρ≤ 0.6 ，并含

有14 ? 290幅图像。在Google-30中，

15个类别产生异常的比例为0197 ≤

ρ≤ 0.5599 ，并包含326 ? 596幅图

像。在INRIA和Google-30中，离群是

现实的，这是那些不相关的图像相对

于的文本查询。在所有的数据库中，

内层参数和孤立点标签都是可获得

的。在INRIA中，每个图像是由一个5 
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*1024维稀疏编码的特征向量归一化

表示的。而在其它的数据集中，每个

图像由21 *1024维稀疏编码特征向量

表示。 

 我们用各种竞争方法比较UOCL ， 

包括五个以重建为基础的异常检测方

法，PCA ，高维鲁棒PCA (HR-PCA)[29] 

, 内核PCA ，内核HR- PCA （ KHR- 

PCA ） [29] ，和稀疏建模代表选择

（ SMRS ） [7] ，二个基于密度的方

法，内核密度估计[23]和健壮的内核

密度估计（ RKDE ） [11] 。需要注

意的是OC -SVM本质上是一种监督的

方法，但在本文中它是由工作在无人

监督的设置下。 

 现在我们对于这些方法，描述孤

立点测量方法。所使用的子空间方法

的措施是平方重建残基和因此离群样

品导致高残留。 SMRS的措施是行稀疏

指数（RSI） [7]计算后的稀疏重建系

数，而它只是作为临时值。而具有高

行稀疏指数的临时值就被当作孤立

值。对于KDE / RKDE我们采用相同的

高斯核，其带宽至少通过选择方交叉

验证。我们遵循[11]设置RKDE的其他

参数的。对于OC- SVM / UOCL ，分类

器f的输出直接表示为孤立点，即，有

x使得 f（X） <0 。我们给OC-SVM/UOCL

和估计 ,提供相同的高斯核 。该模型

的拒绝比例参数v与OC -SVM相关，并

通过最大利润的原则选择;以类似的

方式，我们在UOCL中选择了模型参数

γ1 ， γ2以便最大程度获得判断内

围层的平均幅度。在所有的数据库中

UOCL使用软标签 。 

为了构造kNN图，我们定义 作为欧式

距离，并固定k=6。 

为了获得七种孤立点检测方法的截止

阈值，我们通过确定播种测量值在孤

立点上执行二进制串（两个初始种子

有最大和最小值的分别）。对于每一种

方法，截止阈值设置为两个集群中心

的均值处。总之，所有的相比较的方

法，都可以返回一个包含一个子集"

判定"为积极（正常）数据的例子。除

了SMRS方法不能对于所有的样例产生

一个孤立点测量值，其他方法都可以

根据孤立点测量值或是分类器输出对

所有的样例再分级。 
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由于groundtruth（不知如何翻译）标

签适用于所有数据集，我们可以计算

精度，召回和计算所有实现去除效果

的方法的得分F1，并且还计算除了

SMRS方法其他的方法的重排序结果平

均准确率，运行时间也被标注。结果

可以在表1和表2还有图4和图5中看

出。分析结果我们可以看到，UOCL方

法在孤立点去除中很大程度上都能获

得最高的平均精度和平均得分F1。它

也始终能在重新排序方面，得到最高

的平均精度和精度曲线。当孤立点的

比例较大的时候UOCL的性能将远远大 

 

于其他方法。举例来说，在数据集

UIUC-Scene上，在ρ = 0.6的时候

UOCL方法目前在mPre, mF1,和 mAP上

做到21%, 15% 和 12%，比其他方法好

很多。在数据集Caltech-101上mPre, 

mF1,和 mAP上做到25%, 15%和 22%。

尽管在INRIA 和 Google-30上得到的

准确性不够高，UOCL方法仍然能够达

到高平均准确性、较好的平均得分F1、

较好的平均精度和精度曲线。精度降

低的原因可能是一些复杂查询概念的

内层图像不太一致，并存在一些孤立

和稀疏集群，这使得UOCL可能只捕获

最密集的集群而丧失了稀疏集群。所

有的这些实验结果显示： 

1)OC -SVM达不到的高偏离度;2）HR- 

PCA在一定程度上显示了稳健性，因为

它可以在子空间发现并删除一些异常

值;3) UOCL对离群值的图像表现出较

强的健壮性，从被人工或真实世界的

异常值污染的图像集中产生具有连贯

性的子集。 

5.结论 

所提出的无监督学习方法UOCL对于受

污染的输入数据是健壮的，对孤立点 

 

的抑制率能够达到60%。在四个数据集

上的孤立点去除和图像重排序表明

UOCL算法大大优于其余方法。UOCL的

成功源于三个主要因素：1)自主学习

机共同维护了了一个大容量的分类

器，和内层数据、孤立点的标签。2) 自

适应均衡软标签被用于处理高偏离度

3) 交替优化算法实现了快速收敛。 
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